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Resumo. O uso de robos moveis em ambientes internos usualmente tem como
dependéncia a capacidade de localizacdo, que é uma informacdo fundamental
para o desenvolvimento de diversas tarefas iiteis, como navega¢do autonoma.
Diversos métodos para localizacdo em ambientes internos tém sido propostos,
entretanto, ainda apresentam sérias deficiéncias (em termos de qualidade) ou
exigéncias (em termos de tempo de processamento e uso de recursos). O uso
de redes sem fio (p. ex. Wireless LAN IEEE 802.11 b/g), por meio da poténcia
do sinal, pode ser um método simples e barato para obten¢cdo de localizagao,
sendo utilizado como uma metdfora do sistema de GPS. Neste artigo, apresen-
tamos uma investigagdo sobre a evolugdo de redes neurais utilizadas para o
aprendizado da localizagdo de um robo movel. As entradas da rede neural sdo
a poténcia obtida de pontos de acesso. Mostramos como um método evolutivo
pode auxiliar na obtengdo de redes neurais eficientes para prover localizagdo.

1. Introducao

Localizacdo é uma informacdo fundamental para a realizacdo de diversas tarefas nas
areas de robotica mével [Siegwart and Nourbakhsh 2004] e de redes de sensores sem fio
[Dargie and Poellabauer 2010]. Ainda, o conhecimento sobre localizagdo pode também
ser usado para rastrear animais, pessoas (p. ex. praticando esportes) ou veiculos (p. ex.
em um estacionamento). Embora sendo um sistema de localiza¢ao popular e podendo ser
utilizado para a determinacdo da posicao absoluta, o Global Positioning System (GPS)
¢ adequado para ambientes externos nao possuindo um bom desempenho em ambientes
internos [Gwon et al. 2004].

Em ambientes internos, sensores como lasers e cameras podem ser utilizados para
a estimacdo de posicdo [Napier et al. 2010]. Entretanto, tais sensores usualmente neces-
sitam de marcos (landmarks) no ambiente e dependem de algoritmos que necessitam de
grande poder computacional. Ainda, tais sensores t€m campos de visdo limitados, o que
dificulta a tarefa de obtencdo de posi¢do. No caso de cameras, a variagdo na iluminagdo
¢ ainda um outro grande problema. Um tipo de sensor que nao depende de grande poder
computacional sd@o os do tipo encoders [Martinelli 2002], que provém odometria. Odo-
metria é realmente dtil em diversos casos porém apresenta um erro incremental que nao
pode ser ignorado na maioria dos sistemas reais. Uma alternativa que tem recebido grande
atenc¢do nos ultimos anos € a odometria visual, que tem provido algoritmos cada vez mais
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eficientes, embora apresentem custo computacional altissimo, dependam de cameras de
alta resolucdo e também sofram com os problemas de iluminagdo. O estudo de localiza-
cdo interna, usando redes sem fio, tem sido uma 4rea de pesquisa com crescente atencao.
O uso de diferentes tecnologias (p. ex. Wireless LAN, Bluetooth, ZigBee) e diferentes
métricas (p. ex. tempo, poténcia) tem provido solugdes cada vez mais interessantes. E
mais comum o estudo de localizacdo em grandes dreas, como prédios, onde o objetivo é
saber em que sala um dispositivo se encontra. Tal abordagem, em geral, utiliza o sinal da
rede sem fio utilizado como uma metafora do modelo de GPS. Além disso, redes sem fio
convencionais sio dispositivos baratos e que poderiam ser uma fonte eficiente de localiza-
cdo. Por fazer uso de algoritmos relativamente simples, o custo computacional esperado
¢ baixo.

Diversos trabalhos realizados em laboratdrios de robdtica apresentam o uso € a
avaliacdo de redes neurais artificiais aplicadas nas diversas dreas da robética. Entre estes
trabalhos podemos citar trabalhos sobre mapeamento [Hata et al. 2009], trabalhos sobre
localizagdo [Pessin et al. 2011], e trabalhos sobre navegacdo [Souza et al. 2013]. A ava-
liacdo de diferentes redes neurais se faz importante pelo fato de que o aprendizado é
relacionado a topologia da rede. Nem toda rede neural apresenta capacidade de aprendi-
zado e nem toda rede neural grande € melhor que uma rede menor. Entretanto, escolher
e avaliar topologias de forma manual tem se mostrado um trabalho relativamente drduo
e que consome tempo considerdvel. Isso motivou o desenvolvimento e a investigacao de
um algoritmo genético para busca (evolucdo) de topologias. O objetivo principal € inves-
tigar o comportamento do AG na evolug@o de topologias e compara-lo com as topologias
previamente obtidas pelo processo manual. Embora sendo um processo estocdstico, o
AG desenvolvido deve ser capaz de evoluir redes neurais com topologias estatisticamente
similares.

Assim, este artigo tem como objetivo (i) a proposta e avaliacdo de uma arquitetura
para localiza¢do de robos moéveis usando o valor da poténcia de redes tipo Wireless LAN
IEEE 802.11 b/g e aprendizado de méaquina (por meio de RNAs), (ii) a investigagdo sobre
evolucdo de topologias de RNAs, e (iii) a investigacao sobre evolucdo de pesos de cone-
x0es nas RNAs. O restante do artigo € dividido na seguinte estrutura: A primeira se¢ao
descreve sucintamente aspectos de aprendizado de maquina. A segunda secdo apresenta
trabalhos relacionados seguido da metodologia. Em seguida sdo descritos os resultados e
as discussoes, detalhando as investigacdes realizadas. Por fim, sdo apresentadas as consi-
deracdes finais e os trabalhos futuros.

2. Inteligéncia computacional

Algoritmos Genéticos (AG) [Holland 1975, Mitchell 1998] sdo técnicas de otimizacio
que tem como inspiracao a teoria da evolugdo pela sele¢do natural. O primeiro passo em
um AG tipico € a geracdo de uma populacdo inicial, usualmente formada por um con-
junto aleatdrio de valores que representam possiveis solugdes do problema. Durante o
processo evolutivo, cada individuo da populagdo é avaliado por meio de uma funcio de
aptidao (fitness) que, em geral, deve permitir manter os individuos mais aptos e descartar
os menos aptos. Nos individuos selecionados, é feito cruzamento e mutacdo, gerando
descendentes para a proxima geracdo [Goldberg 1989]. Este processo € repetido até que
a condicdo de parada seja satisfeita. AGs sdo estruturados de forma que as informacdes
referentes a um determinado sistema possam ser codificadas de maneira andloga a cro-
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mossomos biolégicos, como uma sequéncia de valores, onde usualmente cada fragmento
da sequéncia representa uma varidvel. Aplicagdes com AGs podem ser vistas no seguin-
tes trabalhos: [Orlando et al. 2010] apresenta o desenvolvimento de AGs para realizar
planejamento de trajetéria de dispositivos como bragos robéticos com diversas juntas. O
trabalho [Jun and Qingbao 2010] apresenta o desenvolvimento de AGs para realizar na-
vegacao robdtica.

Uma Rede Neural Artificial (RNA) € representada por uma colecdo de unidades
(neurdnios) conectadas por ligagdes com pesos (sinapses). Unidades de entrada e saida
recebem e transferem os sinais do ambiente e para o ambiente. Unidades internas siao
chamadas de ocultas, dado que elas ndo tem contato com o ambiente externo da RNA
[Nolfi and Floreano 2000]. Os atributos basicos de uma rede neural podem ser divididos
em arquitetura e neurodindmica. A arquitetura determina a estrutura da rede, ou seja, o
ndmero de neurdnios e sua interconectividade e a neurodindmica, por sua vez, define as
propriedades funcionais da rede, ou seja, como ela aprende, recupera, associa € compara
novas informacdes com o conhecimento ja armazenado [Kartalopoulos 1995]. Matema-
ticamente, RNAs sdo aproximadores universais, que realizam mapeamentos em espagos
de fungdes multivaridveis [Hornik et al. 1989]. O nimero de neurdnios na camada oculta
de uma rede neural tem relagdo com a sua capacidade de aprendizado e generalizacdo.
Poucos neurdnios podem conduzir ao chamado underfitting (deficiéncia no aprendizado)
enquanto o excesso de neurdnios pode conduzir ao overfitting (aprendizado excessivo com
perda de capacidade de generalizacdo — a.k.a. decorar os dados) além de desperdicio de
recursos computacionais [Teoh et al. 2006, Huang 2003]. E comum encontrar aplicacdes
de RNAs em problemas que necessitem aproximacgao, predicdo ou classificagdo, como
nos exemplos citados na introdugao.

3. Trabalhos relacionados com localizacao

[Elnahrawy et al. 2004] apresenta que a obtencdo de boas performances em localizacdo
usando redes sem fio depende de configuragdes especificas do ambiente. Isso significa
que diferentes abordagens devem ser utilizadas em diferentes ambientes, como usando
diferentes tipos de sinais ou filtros. Localizacdo em grandes prédios podem envolver
diferentes requisitos, mais do que no caso da localizacdo em pequenas dreas. Essas difi-
culdades podem ser relacionadas com a atenuacdo e reflex@o do sinal em paredes e objetos
moveis bem como outras fontes de interferéncia [Ladd et al. 2004]. Usualmente, o sinal
de uma rede sem fio propaga em uma forma radial. O sinal pode ser direcional depen-
dendo do tipo de antena que estd sendo usado. A poténcia do sinal decresce de acordo
com a distancia da fonte. Por meio de trilateracdo e usando pelo menos trés fontes, pode
ser utilizada uma metédfora do modelo de GPS para obter a posi¢cdo de um nodo e, da
mesma forma, estimar outras informac¢des como orientagdo e velocidade caso o objeto
esteja em movimento. Entretanto, ao contrario do GPS, o sinal da rede sem fio apresenta
grande instabilidade e sofre mais com interferéncias [Gast 2002].

[Maisano et al. 2008] descreve aspectos técnicos de um método chamado de in-
door GPS (1GPS). A abordagem proposta apresenta como leituras com base em luz es-
truturada podem ser utilizadas para rastrear elementos em uma édrea delimitada. O sis-
tema tem como principio bdsico de funcionamento o cdlculo da posi¢do por meio do
angulo relativo (angulo horizontal — azimute e angulo vertical — elevacdo) dos emis-
sores aos receptores. Baseado no conhecimento da posi¢do inicial dos emissores, ob-
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tidas na fase de inicializacdo/calibragem do sistema o sistema pode calcular a posi-
cdo dos sensores (fixado junto ao objeto a ser localizado). Alguns pontos criticos
do sistema sdo a necessidade de contato visual entre emissores e receptores € uma
fase inicial de calibragem relativamente trabalhosa. [Franceschini et al. 2009] apre-
senta um sistema de localizacdo/rastreamento chamado de Mobile Spatial Coordinate
Measuring System (MScMS) proposto para localizacdo de objetos de larga escala (di-
mensdes na ordem de dezenas de metros). Apresenta uma natureza distribuida, com
uma colecdo de sensores Bluetooth, e faz uso de Time Difference of Arrival (TDoA)
[Gustafsson and Gunnarsson 2003] para calcular a posi¢do por meio de uma série de
equagdes. Nossa abordagem utilizando Wi-Fi usa um ambiente relativamente similar
aos propostos por [Maisano et al. 2008, Welch et al. 2001, Franceschini et al. 2009] en-
tretanto, nossa abordagem faz uso de robds moveis e pretende ser uma op¢ao de maior
acuracidade e também de calibragem automética pelo robd mével. Buscamos avaliar o
uso de Wi-Fi pelo fato do mesmo ser mais barato e pratico de implementar.

[Perkins et al. 2011] apresenta uma comparagao entre resolucdes obtidas com uso
de TDoA e o Received Signal Strength Indication (RSSI). Utilizando TDoA a resolugdo
obtida ficou em 1,1 cm e utilizando RSSI a resolugdo obtida ficou em 2,4 cm. Entretanto,
[Hara and Anzai 2008] apresenta outra comparagdo entre TDoA e RSSI para localizacao,
onde a conclusdo aponta que o RSSI € menos sensivel a mudancas do ambiente, sendo
mais indicado para ambientes dinamicos. Nossas avaliagdes fazem uso do RSSI pelos se-
guintes motivos: (i) € um valor disponivel em praticamente todos as placas de redes atuais,
(i1) nao depende de hardware adicional, (iii) apresentou melhores resultados em ambientes
din@micos em compara¢do com o TDoa [Hara and Anzai 2008], (iv) apresentou melhores
resultados em relacdo a outras métricas simples de tempo [Marinello et al. 2012].

4. Metodologia

O modelo proposto para localizacdo tem como objetivo o aprendizado da posi¢ao (x, y)
de um robd por meio de uma rede neural em que as entradas sao o sinal da poténcia de
APs. A Figura 1 apresenta a configuracao proposta. Embora utilizando neste experimento
o robo NAO (Aldebaran Robotics), esta metodologia pode ser aplicada em qualquer outro
tipo de dispositivo que suporte rede wireless. O sinal obtido da rede sem fio é o Re-
ceived Signal Strength Indication (RSSI). Este valor é obtido por meio do comando do
GNU/Linux iwlist (usado como iwlist <interface> scanning). Como usamos o comando
iwlist, ndo existe a necessidade de conexao ou mesmo qualquer tipo de login nos diferen-
tes APs. A leitura do sinal das redes com independéncia de conexio prové informacao
suficiente para o sistema e torna o sistema mais facil de usar, leve e flexivel. RSSI é
uma métrica de poténcia presente em sinais recebidos de fontes de rddio. Praticamente
qualquer dispositivo de radio implementa em seu circuito a possibilidade de entrega deste
valor sem necessidade de desenvolvimento ou adaptagdo adicional [Gast 2002]. A coleta
de dados se d4 utilizando o rob6 dentro do plano apresentado (Figura 1(b)) e coletando 3
minutos de leituras (i.e. ~ 180 leituras) em cada ponto marcado. Com um deslocamento
de 60 cm, mapeando um plano de 180 cm x 180 cm, isso significa 16 pontos para ler
resultando num total de ~ 2880 leituras.

Nossa abordagem se baseia na capacidade de aprendizado e generalizacao de redes
neurais artificiais a fim de reduzir o efeito de instabilidade nas entradas. Entretanto, os
valores obtidos dos APs sdo muito ruidosos, o que, em avaliagdes iniciais, apresentou que
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Figura 1. (a) Representacao grafica da area de trabalho considerando uma area
de 180 cm x 180 cm. (b) Foto parcial do ambiente com o robd, similar a represen-
tacao grafica da Figura 1(a). Cada pequena cruz esta posicionada a 60 cm uma
da outra. Em (a), a posicao dos APs é aproximada.
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Figura 2. (a) Exemplo de comportamento do filtro de mediana mével — A linha
azul apresenta o valor bruto da leitura de um ponto de acesso. A linha preta
apresenta como o filtro de mediana mével remove parte dos ruidos (janela de 8
leituras). (b) Exemplo de topologia de RNA utilizada.

o aprendizado da rede obteve baixa acuracidade. Isso motivou o estudo e avaliacdo de
filtros. Uma avaliacdo inicial de filtros de média mével e mediana mével realizada por
[Pessin et al. 2011] apresentou que o filtro de mediana, com mesmo tamanho de janela do
filtro de média, permitia um aprendizado um pouco mais eficiente da RNA. Acredita-se
que 1sso seja devido a capacidade da mediana de ignorar outliers. O comportamento do
filtro pode ser entendido com a Figura 2(a), onde duas linhas representam (em azul) a
leitura do valor bruto de um ponto de acesso e (em preto) o resultado do filtro de mediana
movel com janela de 8 leituras.

Em relacdo ao filtro, a Figura 3 apresenta uma sec¢do do plano (Figura 1) com
valores esperados e obtidos usando diferentes janelas de tempo no filtro de mediana mé-
vel. Sao apresentados os valores usando o valor bruto, usando filtro de mediana de 10
leituras e usando filtro de mediana de 60 leituras. Podemos ver o resultado dos erros no
plano de trabalho proposto. Assim podemos ver que o filtro permite que a RNA tenha
um aprendizado cada vez mais acurado. Este gréifico € obtido de [Pessin 2013], onde uma
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Figura 3. Seccédo do plano (Figura 1) com valores esperados e obtidos usando
diferentes janelas de tempo na mediana. (a) Valor bruto. (b) Usando filtro de
mediana de 10 leituras. (c) Usando filtro de mediana de 60 leituras. Os eixos z e
y estdo em centimetros.

avaliagdo sobre filtros também é apresentada.

O ndmero de neurdnios na camada de entrada € equivalente ao nimero de APs
disponiveis. Assim, como utilizamos 8 APs, existem 8 neur6nios de entrada na RNA,
como mostra a Figura 2(b). No nosso modelo, a ordem de entrada € importante, assim, o
ponto de acesso um € ligado ao neur6nio um, o ponto de acesso dois ligado ao neurénio
dois e assim por diante. Esse controle € feito por meio do endereco fisico (MAC) dos APs.
Tal informacao provém do escaneamento dos APs. As saidas da rede sdo dois valores, as
coordenadas (x, y) da posicao do robd. O erro € medido por meio da distancia euclidiana

(d = \/($2 —x1)% 4+ (y2 — y1)?). O valor d é o erro (distincia, em centimetros), (x1, y1)
sdo os valores esperados da base de validagdo da RNA e (x2, y2) sdo os valores obtidos en-
quanto usando a RNA. Um exemplo de topologia pode ser visto na Figura 2(b). Aspectos
pontuais de metodologia serdo descritos no inicio das se¢des de investigacdo, detalhadas
na sequéncia.

5. Evolucao de topologias de redes neurais para localizacao

Avaliamos um método evolutivo (algoritmo genético) para buscar diferentes topologias
de redes neurais de forma automdtica para o problema de localiza¢cdo usando rede sem
fio!. A ideia bdsica deste AG pode ser entendida com a Figura 4. Neste AG evoluimos
topologia da RNA, ou seja, o nimero de neurdnios e o nimero de camadas ocultas. Os
parametros padrao para evolugdo sdo de 1 a 3 camadas de neurdnios e de 0 a 50 neurd-
nios em cada camada. Desta forma, o cromossomo € representado por um vetor de trés
posicdes. Tal cromossomo simples tem como objetivo tornar o espaco de busca menor.
Para ter uma melhor dispersdo na inicializa¢ao da populagdo, a mesma € realizada usando
a seguinte heuristica: (i) um terco da populacdo € inicializado com uma camada, ou seja,

!Cédigo-fonte disponivel em http://goo.gl/jubGr
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um nimero de 1 a 50 na primeira camada e zero nas outras; (ii) outro um ter¢o da popu-
lagdo € inicializado com duas camadas, ou seja, nimeros entre 1 e 50 nas duas primeira
camadas e zero na terceira; (iii) o um terco restante € inicializado com 3 camadas.

Critério
de
parada?

Criar laga Rodapcada Obter o melhor
P popu'agao —> RNA n vezes | — e o. ¢iho

inicial de RNAs (1,5,10) MSE (fitness)
13y,

|

Mutagédo

Cruzamento

Criar nova
populagdo

/r

Figura 4. Fluxograma do AG responsavel pela evolucao da topologia da RNA.

Quanto as configuragdes do AG, utilizamos 15 individuos e 20 geragdes. Para
uma melhor dispersao na inicializag¢do, além da heuristica de 1/3 para cada camada, tam-
bém fizemos a inicializacdo da rede com multiplos de 5. Quanto ao cromossomo, um
vetor com {10, 5, 25} produzira uma rede neural com 3 camadas ocultas na respectiva
ordem do vetor. E, um vetor com {10, 0, 5} produzira uma rede neural com 2 camadas,
desconsiderando o zero. O AG ¢ responsdvel pela topologia da RNA sendo o treino da
rede (atualizacdo dos pesos) realizado pelo SNNS2. Assim, para cada individuo — que € a
representacdo de uma topologia — o processo de obtencdo do fitness depende de chamadas
ao SNNS. O fitness que o AG usa como parametro de evolugdo é o MSE da base de vali-
dacdo das redes treinadas. Inicialmente, utilizamos no SNNS o algoritmo de aprendizado
rprop por 20.000 ciclos e fazemos validag@o a cada 200 ciclos. Percorremos os valores
de validacdo procurando pelo ponto 6timo de generalizacao.

O critério de parada do AG € o numero de geracdes. O esquema de mutacdo de-
senvolvido é o modelo gaussiano, onde uma mudanca no nimero de neurdnios ocorre de
acordo com uma distribuicdo normal com média no valor do gene (quantidade de neurd-
nios) e um desvio padrio baixo. O que faz com que novos valores caiam na vizinhanga do
valor, evitando mudangas muito bruscas. A probabilidade de mutagdo € definida em 20
por cento. O esquema de cruzamento (crossover) € feito em trés diferentes formas: com
probabilidade randdmica, um individuo pode trocar genes com o (i) melhor de todos, (i1)
com o segundo melhor ou (iii) pode fazer a média entre seus neur6nios e 0s neurdnios
do melhor individuo. O cruzamento ocorre em todos os individuos, com excec¢do dos
dois melhores de cada geracdo, onde usamos o conceito de elitismo — mantendo os dois
melhores individuos da populagdo inalterados.

Considerando a existéncia de 3 camadas ocultas com até 50 neurdnios em cada ca-
mada, poderfamos ter 503 (125.000) diferentes topologias. Usando o AG podemos reduzir
e espaco de busca, neste caso, 15 individuos e 20 geracdes resulta em 15x20 compara-
coes, um total de 300 avaliacdes. A questdo que fica em aberto aqui é: quantas vezes
deve-se executar a rede neural a fim de minimizar a influéncia dos nimeros aleatérios da
inicializa¢do dos pesos? Para minimizar a influéncia da inicializag@o, avaliamos trés tipos

Zhttp://www.ra.cs.uni-tuebingen.de/SNNS
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Tabela 1. Topologias obtidas pela evolucdao. Resultado de 5 rodadas com cada
conjunto de configuracoes.

Topologia

obtida

Eiq 32x25

E1p 50 x 35 x 07

AG usando fitness como uma Eic 13x30x 35
unica execucao da RNA Eiq 30x40x 10
Ele 10x 28

Esq 47x25

Esp 50 x 21

AG usando fitness como Esc 25x 10
média de 5 execugdes Esq 30x 11
Ese 33x23

Ei0a 18 x 30

AG usando fitness como Ei0p 35x 19
média de 10 execugdes E1io0c 41 x 36
E104 20x 50

Ei0e 45x 28

100 3000 © Uma execugdo
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w 70 4 s
£ & 2000
€ 60 o b o ¢
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Figura 5. Topologias obtidas pela evolucao. (a) Grafico de pontos do numero de
neuronios. (b) Grafico de pontos do nimero de conexdes. Podemos ver que em
ambos os valores, a evolucao baseada em apenas uma execuc¢ao da rede neural
apresentou a maior dispersao nos resultados.

de evolugdo: (i) AG evoluindo baseado em apenas uma execucdo de cada RNA; (ii)) AG
evoluindo baseado em 5 execucdes de cada RNA — o fitness entdo nao é mais o MSE da
rede, mas sim a média das 5 execucdes; (iii) AG evoluindo baseado em 10 execugdes de
cada rede — o fitness entdo passa a ser a média de 10 execugdes.

O uso de média de cinco ou dez execugdes da rede d4 mais importancia para
redes com menor dispersdo no resultados, diminuindo a influéncia da aleatoriedade nos
resultados. Enquanto o uso de apenas uma execu¢do dd mais importancia a uma dnica rede
boa, mas que pode apresentar alta dispersdo nos resultados quando treinada novamente
com outra semente de inicializacdo de pesos. Buscamos avaliar dois aspectos chaves
nessa avaliacdo: (i) quantas vezes devemos rodar cada RNA a fim de ter resultados mais
homogéneos; e (ii) quantos ciclos de treino e teste sdo necessdrios para obter resultados
satisfatorios.

As topologias obtidas pela evolucdo podem ser vistas na Tabela 1. Podemos ver
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Figura 6. Resultados de 30 execucdes de cada RNA obtida pela evolugéo - redes
apresentadas na Tabela 1. O erro (eixo y) esta mostrado como MSE.

que os resultados de uma tnica execucao da rede teve resultados com redes de 2 e 3
camadas. Enquanto o resultado de média de cinco e dez apresentou resultados apenas
com duas camadas. A Figura 5 apresenta o grafico de pontos do nimero de neurdnios e
de conexdes resultantes da evolu¢do. Podemos ver que em ambos os valores, a evolugdo
baseada em apenas uma execug¢do da rede neural apresentou a maior dispersdo nos resulta-
dos. Buscando uma comparacao estatisticamente valida sobre os resultados da evolugao,
executamos cada rede neural 30 vezes. O resultado pode ser visto na Figura 6. Pode-
mos ver que os resultados das redes neurais que foram evoluidas com base em uma tnica
execugdo sdo os que apresentam maior dispersdo. A andlise estatistica (Kruskal-Wallis
rank sum test) sobre o conjunto de dados de 5 e 10 (Figura 6) apresenta p-valor de 0,075
(>0,05). Ou seja, os conjuntos 5 e 10 ndo apresentam diferencas significativas usando
95% de confianca. Mas, considerando o conjunto dos resultados com uma execug¢do, o
valor-p resultante do teste (Kruskal-Wallis rank sum test) é de 1,838¢ ™% (<0,05). Ou seja,
existem diferencas significativas entre os conjuntos de 1, 5 e 10 execugdes, mas nao entre
5 e 10 execugdes.

Embora similares, os resultados usando média de 5 e 10 execugdes que apresen-
taram as redes neurais com menor dispersdo e menores médias e medianas sdo Es;, € Eqgp.
Essas redes tém respectivamente 50 x 21 e 35 x 19 neurdnios e 1492 e 983 conexdes
cada (considerando oito entradas e duas saidas). Como descrito anteriormente, tais redes
tiveram suas topologias evoluidas usando rprop por 20.000 ciclos e sendo validada a cada
200 ciclos. A questdo que gostariamos de responder agora é: faz diferenga aumentar ou
diminuir estes nimeros? Para isso, alteramos o treino da rede para os seguintes ciclos:
{2k, 5k, 10k, 20k e 100k}. E o nimero de ciclos de validag¢ao para {20, 50, 200, 500}.
Selecionamos entdo a rede E;¢, para o préximo passo de avaliacdo devido ao fato de pos-
suir menos neurdnios e conexdes que a rede Es,. Executamos 30 vezes a RNA com a
nova combinagdo de ciclos de treino/validagdo. Os resultados podem ser vistos na Fi-
gura 7. Podemos ver que o resultado utilizando 2.000 ciclos (2k) de treino apresentou os
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Figura 7. Resultados de 30 execu¢6es com variacao no numero de ciclos de
treino e validacao sobre a rede E;,. O erro (eixo y) esta mostrado como MSE. As
referéncias no eixo x representam numero de ciclos de treino e validacao, por
exemplo, 2k20 representa 2.000 ciclos de treino e validacao a cada 20 ciclos.

piores resultados. Isso leva a crer que esse niimero € muito pequeno para a rede apresentar
aprendizado.

A andlise estatistica (Kruskal-Wallis rank sum test) sobre o conjunto de dados
(desconsiderando os conjuntos com 2.000 ciclos) apresenta valor-p de 0,00027 (<0,05).
Ou seja, os conjuntos apresentam diferengas significativas usando 95% de confianca.
Dessa forma, buscamos avaliar quais membros da populacdo seriam diferentes. Ainda,
podemos ver na Figura 7 que o conjunto que apresentou menor mediana e também menor
dispersado € o conjunto que utilizou 100.000 ciclos (100k) de treino com validagdo a cada
20 ciclos. Dessa forma, usamos esse valor como melhor valor e comparamos os demais
valores com esse conjunto. Um teste de comparagdo estatistico, entre o aparente melhor
conjunto (100k20) e todos os demais foi realizado. Foi possivel ver que existe rejei¢ao
da igualdade entre os resultados de 100k20 com todas as redes treinadas por 5.000 ciclos
(5k). Ainda, o mesmo ocorre com as redes treinadas por 10.000 ciclos (10k) com exce¢ao
da rede validada a cada 50 ciclos. Entretanto, tal valor-p estd muito préximo do limite de
corte (0,051). Assim, consideramos como aceitavel a rede treinada por 20k ciclos, que é
cerca de 5 vezes mais rdpida que a rede treinada por 100k ciclos. Algo como de 30 minu-
tos ao contrdrio de 150 minutos. Assim, a ndo diferenca entre os resultados de 100k20 e
20k20 nos faz crer que, para estes dados, o treino de 20k ciclos, validado a cada 20 ciclos
¢ suficiente.

No passo final da avaliagdo sobre evolugdo de topologias buscamos com-
parar a rede evoluida neste processo com a rede obtida por processo manual em
[Pessin et al. 2011]; para tanto, treinamos a topologia proveniente de [Pessin et al. 2011]
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Figura 8. Resultado da comparacao entre a rede obtida em [Pessin et al. 2011]
(C) e a rede evoluida neste trabalho (T). Resultado de 30 execucoes. Erro (eixo x)
apresentado como MSE. Resultados estatisticamente semelhantes.

(referenciada como C) com o rprop com 20k ciclos sendo a validagao feita a cada 20 ciclos
(de acordo com o obtido nos passos anteriores) para comparar com a rede de topologia
evoluida (referenciada como T). A Figura 8 apresenta o resultado da comparag¢do. Sao
apresentados resultados de 30 execucdes de cada RNA, sendo o erro apresentado como
MSE. O teste de adequacdo de normalidade (Shapiro-Wilk normality test) apresentou 0s
seguintes valores-p para T e C: 0,334 e 0,085. Sendo assim, ambos 0s conjuntos sao acei-
tos como distribui¢des normais e permitem um teste de comparacdo paramétrico, como o
teste-t (Welch Two Sample t-test). O teste-t apresenta valor-p de 0,104. Ou seja, usando
95% de confianca ndo existe diferenca entre as amostras analisadas. Embora estatisti-
camente similares, podemos ver que a rede de topologia evoluida (T) apresenta valores
minimos menores que a rede do trabalho [Pessin et al. 2011] (C). No histograma podemos
ver que apenas a rede de topologia evoluida apresenta valores inferiores a 1.000 (MSE).
Embora a rede de topologia evoluida € a que apresenta a maior dispersao nos resultados.

6. Evolucao de pesos de conexoes em redes neurais para localizacao

Os trabalhos [Pessin et al. 2012] e [Souza et al. 2012] fazem uma extensa busca por pa-
rametros em métodos de evolucdo a fim de apresentar resultados de evolugdo de redes
neurais no que se refere ao peso de conexoes (respectivamente, fazendo uso de otimiza-
cdo por enxame de particulas e algoritmos genéticos). Diferente do apresentado na se¢ao
anterior, a evolucao se da sobre os pesos das conexdes € nao sobre a estrutura (topologia).

Os dados utilizados na evolucdo dos pesos em [Souza et al. 2012] sdo os mes-
mos dados utilizados no treinamento da rede utilizando rprop em [Souza et al. 2013].
Pdde-se perceber, em uma andlise superficial, que a rede tendo os pesos evoluidos apre-
sentou resultados piores que a rede treinada com o algoritmo resilient backpropagation
(rprop), tanto em termos de tempo como de acuracidade. Para a rede evoluida em
[Pessin et al. 2012] apresentamos nessa se¢do a comparagdo com o treino usando o al-
goritmo rprop. A Figura 9 apresenta o resultado de 30 execugdes da rede neural treinada
neste trabalho (E;) e a rede com pesos evoluidos, de [Pessin et al. 2012] (Es). O teste de
comparacao (Welch Two Sample t-test) apresenta valor-p inferior a 0,000, ou seja, usando
95% de confianca, os conjuntos ndo sao similares. Os valores-p do teste de adequagao
(Shapiro-Wilk normality test) para E; e E; s@o respectivamente 0,925 e 0,915. Além de
apresentar resultados melhores, o uso do rprop é consideravelmente mais rapido. Fo-
ram necessarias 10.000 geragdes e 1.000 individuos para obter os resultados de E, (i.e.
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Figura 9. Resultados para a rede com evolucido de pesos (E:) e para a rede
treinada (E;). A rede treinada apresenta resultados ~ 20% melhores do que a
rede com evolucéao de pesos.

10.000.000 de avaliacdes), enquanto que para o rprop foi utilizado 100.000 ciclos. Assim,
podemos concluir com este resultado que € melhor usar um bom algoritmo de aprendi-
zado, como o rprop ao contrario de um método evolutivo para a corre¢do dos pesos das
conexoes.

7. Conclusoes e trabalhos futuros

Apresentamos uma metodologia para obtencdo de localizacao por meio de uso de redes
neurais onde as entradas sdo a poténcia de pontos de acesso. Avaliamos um processo
evoluciondrio na busca de (i) topologias e (ii) pesos de conexdes em redes neurais. Fo-
ram obtidas topologias de redes neurais estatisticamente similares com as redes obtidas
por processo manual. Pudemos ver que o uso de apenas uma execu¢do de cada rede
apresentou resultados sensivelmente piores que utilizando média de 5 ou 10 execugdes.
Estatisticamente, o conjunto resultante de uma tnica execu¢do nio € aceito como similar
as execugoes utilizando média de 5 ou 10. Execugdes considerando médias de 5 ou 10
execucdes apresentaram resultados mais homogéneos. Ainda, pudemos ver que € esta-
tisticamente semelhante, neste caso, a execugdo do treino da rede por 20.000 ciclos ou
100.000 ciclos. Esta descoberta € bastante importante visto que o treino de uma rede neu-
ral por um nimero menor de ciclos permite uso mais rdpido do sistema e, por ser uma
tarefa que usa bastante poder computacional, recursos como bateria, memoria e CPU sdo
poupados. Em relacdo a evolugdo de pesos, o uso do método evoluciondrio ndo se mos-
trou melhor que o rprop; além do rprop ser consideravelmente mais rdpido ele também
permitiu obter resultados melhores na execucao da RNA. Assim, conclui-se que (i) o0 mé-
todo evolutivo € uma boa abordagem para a descoberta de topologias e que (ii) quando
possivel, o algoritmo de aprendizado rprop deve ser priorizado em relacio ao método
evolutivo para evolugao dos pesos.

Trabalhos descrevendo uma avaliacdo de filtros e de diferentes quantidades de
pontos de acesso podem ser vistos em [Pessin 2013]. Como trabalhos futuros, € espe-
rado o desenvolvimento de propostas para (i) tolerancia a falhas e para (i) uma maior
autonomia no uso do sistema de localizag¢ao proposto.
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